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X 線 CT を利用する際に、CT 画像に発生するメタルアーチファクトという現象が問題となっている。メタルア

ーチファクトとは、金属などのＸ線の吸収度が高い物質がある場合に生じる線状のノイズのことである。特に医

療分野では診察の障害になることから、メタルアーチファクトを低減させる技術が研究され実用化されている。

一方、AI 技術を利用してメタルアーチファクトを低減する研究がいくつか報告されているが、実用化には至って

いない。本研究では、AI を利用してメタルアーチファクトを低減する技術を開発したので報告する。 

 

1 はじめに 

X 線 CT（Computed Tomography：コンピュータ断層撮

影）は非侵襲で簡便に利用でき、人体の内部を 3 次元的

に観察できることから、医療分野では必須の機器となっ

ている。工業分野でも非破壊で試料の内部を可視化する

ことができるため活用されている。当所の装置に関して

は、例えば、鋳物巣の観察、製品にある亀裂の場所や形

状の確認や不具合を起こした機器の内部観察などに利用

されている。 

X 線 CT を利用する際に、Ｘ線の吸収度が高い物質が

あると、メタルアーチファクト（metal artifact）という

現象が起きる。 

図 1 に、本研究で取り組むメタルアーチファクトの例

を示す。図 1(a)は樹脂製品の中に金属棒を 2 本埋め込ん

だ試料の CT 画像、(b)がコネクタを撮影した CT 画像で、

矢印が示す線状の陰のように見える部分がメタルアーチ

ファクトである。 

医療分野では、歯にかぶせた金属キャップ、骨折の治

療に埋め込んだボルトなどでメタルアーチファクトが生

じ診察の障害となっている。 

工業分野でも、金属が使われている製品内部の構造を

観察する場合に生じ、製品検査の障害となっている。 

メタルアーチファクトに関しては、投影データ上で金

属による影響を特定し、その領域を補正するアルゴリズ

ム（MAR アルゴリズム 1)）が開発・実用化されている。

また、異なる 2種類のエネルギーのX線を照射し、物質

のエネルギー吸収特性の違いを利用して、金属の影響を

低減するというデュアルエネルギーCT (DECT1))という

技術も開発・実用化されている。 

CT 装置開発企業や CT データ解析ソフト開発企業に

おいても、メタルアーチファクトを低減するソフト・ハ

ードの開発が行われている 2) 3)。しかし、技術の詳細は

公開されていない。 

一方、Deep Learning 技術が開発されてから、AI を用

いた物体認識、製品検査など画像処理の分野で目覚まし

い進歩があり、メタルアーチファクト低減に関する研究

もなされているが、実用化されている技術はないようで

ある。AI の学習には、数多くのメタルアーチファクト

画像と、アーチファクトのない教師画像の組が必要であ

り、多くの画像を用意することができないために、汎化

性能を出すことができないと思われる。 

本研究では、多数の学習用画像を作成する手法を提案

し、AI を利用してメタルアーチファクトを低減するニ

ューラルネットワークを開発したので報告する。 

 

2 実験方法 

2.1 学習用画像の作成 

2.1.1 メタルアーチファクト画像の作成 

樹脂製品または木材に穴をあけて、金属棒や金属片を

差し込む、または、試料と同じステージ上に金属棒を立

て、CT 画像を撮影する。樹脂製品や木材と金属では、

X 線の吸収度が違うために、図 1(a)に示すメタルアーチ

ファクトがある画像を撮影することができる。図 1(a)で、

左右にある白い丸の部分が金属、矢印で示している線状

の影がメタルアーチファクトである。樹脂製品は内部に

構造、木材は内部に木目を持つために、1 回の撮影で、

  

(a)樹脂製品の中の金属棒    (b)コネクタ 

図 1 メタルアーチファクトの例 

 * 技術支援部 
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「模様が違う」多くの CT 画像を作成することができる。

金属の大きさや位置、個数を変えることで多数のメタル

アーチファクト画像を作成する。画像は、256 x 256ピク

セル・モノクロとする。 

また、学習には用いないメタルアーチファクト画像を

用意しておき、汎化性能の評価に利用する。 

2.1.2 教師画像の作成 

2.1.1 項で用いる樹脂製品や木材から金属を除いた CT

画像を作成する。樹脂製品や木材の位置、CT 撮影した

断面の位置を揃えることで、2.1.1 項の画像から、金属

とメタルアーチファクトを除いた画像を作成する。 

作成した画像に、プログラムで、2.1.1 項の画像の金

属の位置を白く塗りつぶし、メタルアーチファクトのな

い教師画像を作成する。 

2.1.3 データの拡張 

2.1.1 項、2.1.2 項の画像の組について、画像の回転、

反転、フィルタ処理などでデータの拡張をおこなって、

ニューラルネットワークの学習画像とする。 

2.2 ニューラルネットワークの構築と評価 

2.2.1 試用するニューラルネットワーク 

AutoEncoderなどの画像復元、DnCNNなどのノイズ除

去、PSPnetやU-Netなどの画像セグメンテーションとし

て研究開発されたニューラルネットワークを試用する。 

画像セグメンテーションは、画像を複数のパーツや領

域に分割するための手法であるが、教師画像にノイズの

ない画像を用いることで、ノイズ除去にも使うことがで

きる。 

2.1 節で作成した 256 x 256・モノクロ画像に合わせて、

ニューラルネットワークの階層数を調節する。また、各

階層のチャンネル数や、バッチノーマリゼーションの有

無などのバリエーションを付け、幾つかのネットワーク

を作成する。 

さまざまなニューラルネットワークを試して、メタル

アーチファクトを低減に適したネットワークを見つける。 

2.2.2 ニューラルネットワークの評価 

2.1 節で用意した画像を用いて、ニューラルネットワ

ークの学習を行う。ネットワークの評価は、学習に用い

た画像を復元することができるか（復元性能）、学習に

用いていない画像からメタルアーチファクトを除くこと

ができるか（汎化性能）でおこなう。 

画像の評価には、SSIM(Structural Similarity Index)や

PSNR(Peak Signal to Noise Ratio)が用いられることが多い

が、CT画像は輪郭が曖昧であることから、SSIMなどの

数値評価はなじまないと考え、本研究では、ニューラル

ネットワークで処理した画像を目視で評価する。復元性

能は、処理結果と教師画像を比較し、汎化性能では処理

結果からメタルアーチファクトの現象の度合いを評価す

る。 

 

 

3 結果と考察 

3.1 学習用画像の作成 

図 2(a)に木材に金属棒を刺した試料の外観を、図 2(b)

に図 2(a)の CT 画像の例を示す。 

図 2(b)に示すとおり、メタルアーチファクトが生じて

いる CT 画像を作成できた。木材や樹脂製品は内部に構

造を持つために、1 回の CT 撮影で、30～40 枚の「模様

が違う」CT 画像を作成することができた。樹脂製品は

樹脂製ブロックを組み合わせて作成した。 

図 3(a)に金属棒を刺していない木材の CT 画像、図

3(b)に金属棒の位置を白く塗りつぶした画像を示す。 

図 2 で作成したメタルアーチファクト画像と、試料の

位置を揃えることで、図 3(b)に示すメタルアーチファク

トがない CT 画像を作成することができた。 

金属の位置や個数を変え、木材や樹脂製品も変えるこ

とで、容易に多数のメタルアーチファクト画像と教師画

像の組を作成することができた。 

本研究ではオリジナルのメタルアーチファクト画像と

教師画像の組を7854作成し、データの拡張によって約7

万組の画像を用意した。 

3.2 ニューラルネットワークと評価 

表 1 に本研究で試したニューラルネットワークと評価

を示す。プログラム言語は python、ライブラリーは

PyTorch を利用した。「モデルの種類」欄にある、#1、

#2 等の数字は、ニューラルネットワークの構造は同じ

で、階層数やチャンネル数等を変えたものである。 

  

    (a)木材に金属棒           (b)CT画像 

図 2 メタルアーチファクト画像の作成 

  

(a)金属棒のない CT画像 (b)金属棒の位置にマーク 

図 3 教師画像の作成 
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性能評価欄の記号は、性能が良い物から◎、○、△、

×としている。◎の評価は実用的であることを示す。

ResNet Autoencoder や U-Net などの、スキップ接続を持

つニューラルネットワークが、復元性能、汎化性能とも

に良好であった。 

図 4に汎化性能が良好であったResNet Autoencoder #1

の学習曲線を示す。学習・検証ともに単調減少して収束

しており、ニューラルネットワークのモデル、データ量

が適切であることを示している。 

表 1 に示すニューラルネットワークについて、損失の

絶対値は違うが、図 4 と同様の曲線となり、試したニュ

ーラルネットワークの学習については問題なく終了した。

また、過学習は起きておらず、15～20 エポックで充分

な性能が得られた。 

図 5 に学習で用いたメタルアーチファクト画像と、各

種ニューラルネットワークを用いて処理した結果の例を

示す。 

図 5(a)のメタルアーチファクトを含む画像を処理した

結果を図 5(b)から(d)に示す。図 5 ではメタルアーチフ

ァクトが除去され、木目がきれいに復元されている。 

図 6、図 7 に、学習に用いていないメタルアーチファ

クト画像を各種ニューラルネットワークで処理した結果

 
図 4 ResNet Autoencoder #1 の学習曲線 

表 1 試したニューラルネットワーク 

No. モデルの種類 復元性能 汎化性能 

1 autoencoder #1 △ × 

2 autoencoder #2 ○ × 

3 autoencoder #3 ○ × 

4 Deeplabv3+ #1 ○ × 

5 Deeplabv3+ #2 × × 

6 Deeplabv3+ #3 ○ △ 

7 Dense-UNet #1 ◎ ◎ 

8 DnCNN #1 × × 

9 DnCNN #2 × × 

10 DnCNN #3 ○ × 

11 FFDNet #1 △ × 

12 FFDNet #2 ○ ○ 

13 PSPNet #1 ○ ○ 

14 PSPNet #2 ○ ○ 

15 PSPNet #3 △ △ 

16 ResNet Autoencoder #1 ◎ ◎ 

17 ResNet Autoencoder #2 ◎ ◎ 

18 ResNet Autoencoder #3 ◎ ○ 

19 ResNet Autoencoder #4 ○ × 

20 ResNet Autoencoder #5 △ △ 

21 SegNet #1 ○ △ 

22 SegNet #2 ○ △ 

23 SegNet #3 △ × 

24 U-Net #1 × × 

25 U-Net #2 ◎ ◎ 

26 U-Net #3 ◎ ◎ 

27 U-Net++ #1 ◎ ◎ 

28 U-Net++ #2 ◎ ◎ 

 

  

        (a)入力画像              (b) PSPNet #1 

  

(c) ResNet Autoencoder #1         (d) U-Net #2 

図 5 画像の復元結果 
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の例を示す。 

図 6 は金属棒を差し込んだ樹脂製品、図 7 は D-SUB9

ピンコネクタの断面である。図に示すメタルアーチファ

クトは除去されるとともに、コントラストも改善されて

いる。 

表 2 に、表 1 で汎化性能が実用的であったニューラル

ネットワークのパラメータ数と、1 エポックの学習に要

した時間を示す。学習は、NVIDIA GeForce RTX4060 で、

混合精度演算を利用した。1 エポックの画像枚数は約 7

万枚である。パラメータ数は、torchinfo.summary()関数

で求めた。 

ニューラルネットの学習には、パラメータ数の 10 倍

以上の画像枚数が必要と言われるが、本研究では枚数が

かなり少ないにもかかわらず、良い結果を得ることがで

きるニューラルネットワークを数種類作成することがで

きた。 

 

4 まとめ 

本研究では、多数の学習用画像を容易に作成する手法

を提案し、メタルアーチファクトを低減することができ

るニューラルネットワークを開発した。 

スキップ接続の構造を持つニューラルネットワークが

汎化性能に優れていた。また、パラメータ数に比して少

ない学習用画像でも実用的な性能を出すことができた。 

本研究では、256 x 256ピクセルという小さな画像を扱

った。CT 処理ソフトでは、面積で 16 倍にあたる、1024 

x 1024 ピクセルの画像を出力することができるので、

今後は、本研究を元に大きな画像を処理できるニューラ

ルネットワークの開発を行う。 

 

【参考文献】 

1) 金属アーチファクトの発生原理とその低減技術：関

連文献レビュー, 

https://jsrt-tohoku.jp/cms/wp-

content/uploads/2022/02/61003dd3bf62110e0637de304af

27669.pdf (参照 2025/04/11) 

2) TomScope ホームページ, 

https://tomoscope.com/technical-information/artifact (参

照 2025/04/11) 

3) 金属アーチファクト低減ソフトウェア（島津製作所

ホームページ）, 

https://www.an.shimadzu.co.jp/sites/an.shimadzu.co.jp/fil

es/pim/pim_document_file/an_jp/brochures/20755/c251-

4649.pdf (参照 2025/04/11) 

  

        (a)入力画像              (b) PSPNet #1 

  

(c) ResNet Autoencoder #1        (d) U-Net #2 

図 6 汎化性能の評価(1) 

  

        (a)入力画像               (b) PSPNet #1 

  
(c) ResNet Autoencoder #1        (d) U-Net #2 

図 7 汎化性能の評価(2) 

 

表 2 パラメータ数と 1エポックの処理時間 

No. モデルの種類 パラメータ数 時間(分) 

7 Dense-UNet #1 46,280,577  36.7  

16 ResNet Autoencoder #1 4,129,473  8.4  

17 ResNet Autoencoder #2 46,635,137  27.1  

25 U-Net #2 31,389,569  33.2  

26 U-Net #3 31,042,369  27.4  

27 U-Net++ #1 9,162,753  33.9  

28 U-Net++ #2 48,929,089  40.5  

 


